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Kurzfassung: Ein wesentlicher Teil der Eingangsdaten für stochastischeOptimierungsprobleme
sind Szenarien, die die mögliche Entwicklung der stochastischen Parameter beschreiben. In die-
sem Kapitel wird die Reduktion von Mengen von Szenarien als Inputs für stochastische energie-
wirschaftliche Optimierungsprobleme diskutiert. Die Methodik und die vorgeschlagenen Algo-
rithmen zur Szenarioreduktion beruhen auf der Verwendung angepasster Abstände von (multiva-
riaten) Wahrscheinlichkeitsverteilungen bzgl. derer sich die stochastischen Optimierungsmodelle
stabil verhalten. Solche Abstände sind für lineare bzw. gemischt-ganzzahlige zweistufige Optimie-
rungsmodelle Fortet-Mourier Metriken bzw. gemischte Diskrepanz- und Fortet-Mourier Metriken.
Weiter wird die Anwendung von Methoden der Szenarioreduktion zur Generierung von Szenario-
bäumen diskutiert.
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11.1 Einleitung

Optimierungsprobleme in der Energiewirtschaft enthaltenhäufig unsichere Parameter,
die in der Zielfunktion oder in den Gleichungen bzw. Ungleichungen, die die Restriktio-
nen beschreiben, auftreten. Solche unsicheren Parameter sind beispielsweise zukünftige
Strompreise am Spot- und Terminmarkt, Preise von Stromderivaten an den Strombör-
sen, Primärenergiepreise (für thermische Kraftwerke), die elektrische Last, Zuflüsse zu
Reservoirs hydraulischer Kraftwerke, oder das Dargebot anerneuerbaren Energien für
entsprechende Erzeugungsanlagen. Alle diese unsicheren Parameter erlauben eine Inter-
pretation als Zufallsgrößen oder stochastische Prozesse.In den meisten Fällen existieren
historische Daten bzw ausgereifte stochastische Modelle.Als Beispiele dafür seien die
Modelle für Strompreise [2, 3, 17, 25, 27, 29], die elektrische Last [5, 27] oder die Wind-
geschwindigkeit [6] genannt.
Bezeichnetξ = {ξt}T

t=1 den stochastischen Prozess mitd-dimensionalen Zufallsvaria-
blenξt für jeden Zeitpunktt, der in ein energiewirtschaftliches Modell über einem dis-
kreten Zeithorizont mitT Zeitpunkten eingeht, so kann ein solches Modell häufig in der
Form

min

{

E

(

T
∑

t=1

ft(xt, ξt)

)

: xt ∈ Xt,

t−1
∑

τ=0

Atτxt−τ = ht(ξt), t = 1, . . . , T

}

(11.1)

geschrieben werden. Dabei sind die Entscheidungenx = (x1, . . . , xT ) stochastische
Prozesse, die den in (11.1) enthaltenen Restriktionen genügen müssen. Einerseits sollen
sie zu jedem Zeitpunktt zu einer gewissen MengeXt gehören, die durch endlich viele
lineare Gleichungen und Ungleichungen sowie möglicherweise durch Ganzzahligkeits-
bedingungen beschrieben wird. Überdies liegen zeitübergreifende Restriktionen und Bi-
lanzgleichungen für den Prozessx an jedem Zeitpunkt vor. Erstere beschreiben z.B. die



zeitliche Entwicklung der Zustände eines Energiesystems.Die MatrizenAtτ besitzen
dabei geeignete Dimension undht(ξt) sind evtl. vom stochastischen Prozessξ abhän-
gige Vektoren, die z.B. Zuflüsse, die elektrische Last und Windenergie beschreiben. Die
Funktionenft(·, ξt) beschreiben Kostenfunktionen, die von unsicheren Preisenabhängen
können, und z.B. (stückweise) lineare oder quadratische Funktionen von Komponenten
vonxt sind. Ziel ist hier die Minimierung der erwarteten Kosten (das FunktionalE liefert
den Erwartungswert).
Der Zeitpunktt = 1 repräsentiert die Gegenwart oder unmittelbar bevorstehende Zu-
kunft, d.h. der Wert vonξ1 ist bekannt oder kann hinreichend gut vorhergesagt werden.
Daher wird im Modell (11.1) angenommen, dass die Entscheidungx1 der ersten Zeitstu-
fe deterministisch ist. Dies wird durch die Restriktionx1 = E(x1) beschrieben. Dann
läßt sich das stochastische Optimierungsmodell (11.1) in das Optimierungsproblem

min
{

f1(x1.ξ1) + E
(

Φ(x1, ξ̌)
)

: x1 = E(x1), x1 ∈ X1, A10x1 = h1(ξ1)
}

(11.2)

bzgl. der Erststufen-Entscheidungx1 umformulieren, wobeǐξ := (ξ2, . . . , ξT ) der unsi-
cheren Zukunft entspricht und die FunktionΦ definiert ist durch

Φ(x1, ξ̌) := inf

{

E

(

T
∑

t=2

ft(xt, ξt)

)

: xt ∈ Xt,

t−1
∑

τ=0

Atτxt−τ = ht(ξt), t = 2, . . . , T

}

.

Im Problem (11.2) ist dann die kostenminimale Erststufenentscheidung gesucht, die auch
die erwarteten zukünftigen Kosten bei unsicherer Zukunft minimiert. Hierbei handelt es
sich um einzweistufiges stochastisches Optimierungsproblem.
Während die Erststufenentscheidungx1 deterministisch ist, hängt die Zweitstufenent-
scheidunǧx := (x2, . . . , xT ) und auch jede ihrer Komponenten vom gesamten stochas-
tischen Prozesšξ ab.
Will man überdies modellieren, dass die Entscheidungxt zum Zeitpunktt nur von der bis
dahin vorhandenen Information(ξ1, . . . , ξt) abhängt, dass also der Entscheidungsprozess
rekursiv ist und zu jedem neuen Zeitpunkt auf der Basis neuerInformation erfolgt, so
kann dies über neue Restriktionen der Form

xt = E (xt|ξ1, ξ2, . . . , ξt) (t = 1, . . . , T ) (11.3)

in (11.1) formuliert werden. Dabei stelltE(· |ξ1, ξ2, . . . , ξt) die bedingte Erwartung bzgl.
des Zufallsvektors(ξ1, ξ2, . . . , ξt) dar und die Restriktion bedeutet, dass für jedest =
2, . . . , T , die Entscheidungxt eine Funktion von(ξ1, ξ2, . . . , ξt) darstellt. Die neuen
Nebenbedingungen (11.3) heißen auchNichtantizipativitätsrestriktionenund Problem
(11.1) mit (11.3)mehrstufiges stochastisches Optimierungsproblem. Die Restriktion für
t = 1 in (11.3) entspricht der bisherigen Bedingungx1 = E(x1) in (11.2).
Bezeichnet man die Restriktionsmenge der Erststufenentscheidungx1 mit

X̂1 := {x1 ∈ X1 : x1 = E(x1), A10x1 = h1(ξ1)},

so läßt sich eine Funktionf0 wie folgt einführen

f0(x1, ξ) :=

{

f1(x1.ξ1) + Φ(x1, ξ̌) , falls x1 ∈ X̂1 undΦ(x1, ξ̌) endlich ist,
+∞ , sonst.



Dabei sichern geeignete Annahmen an den Prozessξ, dassΦ(x1, ξ̌) > −∞ gilt. Die End-
lichkeit vonΦ(x1, ξ̌) bedeutet dann, dass eine Entscheidung(x1, . . . , xT ) existiert, die
alle Restriktionen erfüllt. Die Existenz solcher zulässigen Entscheidungen muss nachge-
wiesen werden.
Mit diesen Festlegungen hat das Erststufen-Optimierungsproblem (11.2) die äquivalente
Form

min

{

E(f0(x1, ξ)) =

∫

Rs

f0(x1, ξ)P (dξ) : x1 ∈ X̂1

}

, (11.4)

wobeiP die multivariate Wahrscheinlichkeitsverteilung vonξ auf R
s mit s := Td ist

undE den Erwartungswert bzgl.P darstellt.
Um zwei- oder mehrstufige stochastische Optimierungsprobleme in Anwendungen nä-
herungsweise numerisch zu lösen, muss der stochastische Prozessξ durch einen Prozess
mit endlich vielen Szenarien (oderSzenarios) oder, anders formuliert, die Wahrschein-
lichkeitsverteilungP durch eine (diskrete) Verteilung mit endlich vielen Atomenersetzt
werden. Es seien nunξi diese Szenarien mit den zugehörigen Wahrscheinlichkeitenpi,
i = 1, . . . , N . Alle Szenarien besitzen die Form

ξi = (ξi
1, ξ

i
2, . . . , ξ

i
T ) mit ξi

1 = ξ1 (i = 1, . . . , N).

Das stochastische Optimierungsproblem (11.4) nimmt dann die Form

min

{

N
∑

i=1

pif0(x1, ξ
i) = f1(x1, ξ1) +

N
∑

i=1

piΦ(x1, ξ̌
i) : x1 ∈ X̂1

}

(11.5)

an. Bei der Lösung von (11.5) stellt sich das folgende Problem. Einerseits ermöglicht eine
große Zahl von Szenarien eine gute Darstellung der stochastischen Parameter. Anderer-
seits wächst mit der Zahl der Szenarien der Aufwand zur Lösung des Optimierungspro-
blems. Daher ist es mitunter notwendig, sich bei der Lösung von (11.5) auf eine deutlich
reduzierte Auswahl aus denN “Ausgangsszenarien” zu beschränken.
In den Abschnitten 11.3.1 und 11.4 werden die in [10, 15, 13, 14] entwickelten Ansätze
und Algorithmen zur Szenarioreduktion für lineare bzw. gemischt-ganzzahlige zweistufi-
ge stochastische Optimierungsprobleme beschrieben. Der Zugang beruht auf Stabilitäts-
aussagen für stochastische Programme bzgl. geeigneter Abstände von Wahrscheinlich-
keitsverteilungen, die im nächsten Abschnitt 11.2 diskutiert werden.
Mehrstufige stochastische Optimierungsprobleme modellieren einen Prozess sukzessi-
ver Beobachtungen und Entscheidungen. Die im Verlauf der Zeit sukzessive erfolgende
Beobachtung der stochastischen Parameter kann durch die Anordnung der Szenarien in
einer Baumstruktur (vgl. Abbildung 11.5) modelliert werden. Bezeichnetkt die Anzahl
der möglichen Werte vonξ bzw.x zum Zeitpunktt, so wächst diese Anzahl mitt, wobei
k1 = 1 der Wurzel undkT = N den Blättern des Baums entsprechen. Die Restriktion
(11.3) nimmt dann die Gestalt (szenarienverkoppelnder) Gleichungsrestriktionen

xi
t = E (xt|ξ1, ξ2, . . . , ξt)

i
=





∑

j∈Ci
t

pj





−1
∑

j∈Ci
t

pjx
j
t (i = 1, . . . , kt, t = 1, . . . , T ) (11.6)

an, wobei die MengenCi
t , i = 1, . . . , kt, eine Zerlegung der Menge{1, . . . , N} dar-

stellen und (wegenk1 = 1 bzw. kT = N ) C1
1 = {1, . . . , N} bzw.Ci

T = {i}, i =



1, . . . , kT = N gilt. Sämtliche MengenCi
t werden mit wachsendemt kleiner. Unterteilt

sich die MengeCi
t (i = 1, . . . , kt) beim Übergang vont zu t+ 1 in die voni abhängigen

MengenCj
t+1, j = ji, . . . , ji+1 − 1 (mit j1 = 1 und jkt+1 − 1 = kt+1), so bedeu-

tet dies, dass sich Szenarioi in t in ji+1 − ji Szenarienverzweigt. Allerdings weisen
aus historischen oder simulierten Daten gewonnene Szenarien eine solche Baumstruktur
im Allgemeinen nicht auf. Im Abschnitt 11.3.2 wird beschrieben, wie durch sukzessive
Anwendung der Szenarioreduktion eine Baumstruktur hergestellt werden kann.

11.2 Stabilität und Metriken für Wahrscheinlichkeitsvert eilungen

Für eine numerische Lösung stochastischer Optimierungsprobleme ist die ursprüngliche
WahrscheinlichkeitsverteilungP durch eine VerteilungQ mit endlich vielen Atomen
bzw. Szenarien zu ersetzen. Dabei ist es naheliegend, die Wahrscheinlichkeitsverteilung
Q derart zu wählen, dass die Ergebnisse der Optimierung (d.h.Optimalwerte und Lösun-
gen) sich bei dieser Ersetzung möglichst wenig verändern, oder anders ausgedrückt, sich
stabilverhalten.
Wir verwenden im Folgenden die Bezeichnungen

v(P ) := inf

{∫

Rs

f0(x1, ξ)P (dξ) : x1 ∈ X̂1

}

S(P ) :=

{

x1 ∈ X̂1 :

∫

Rs

f0(x1, ξ)P (dξ) = v(P )

}

für den Optimalwert bzw. die Menge aller Lösungen von (11.4). In den meisten Anwen-
dungen ist die MengêX1 beschränkt und es gelten die in [22] hergeleiteten Abschätzun-
gen:

|v(P ) − v(Q)| ≤ sup
x1∈X̂1

∣

∣

∣

∣

∫

Rs

f0(x1, ξ)(P −Q)(dξ)

∣

∣

∣

∣

(11.7)

sup
y1∈S(Q)

d(y1, S(P )) ≤ ψ−1
P

(

sup
x1∈X̂1

∣

∣

∣

∣

∫

Rs

f0(x1, ξ)(P −Q)(dξ)

∣

∣

∣

∣

)

. (11.8)

Hierbei bezeichnetd(y1, S(P )) den Abstand eines Elementesy1 aus der MengeS(Q)
aller Näherungslösungen zur ursprünglichen Lösungsmenge. Die Abbildungψ−1

P ist die
Inverse der WachstumsfunktionψP der Zielfunktionx1 7→

∫

Rs f0(x1, ξ)P (dξ) in der
Nähe der LösungsmengeS(P ), d.h.

ψP (t) := inf

{∫

Rs

f0(x1, ξ)P (dξ) − v(P ) : d(x1, S(P )) ≥ t, x1 ∈ X̂1

}

.

Die WachstumsfunktionψP ist monoton wachsend auf[0,+∞) und es giltψP (0) = 0.
Die Abschätzungen (11.7) und (11.8) machen deutlich, dass

d(P,Q) := sup
x1∈X̂1

∣

∣

∣

∣

∫

Rs

f0(x1, ξ)P (dξ) −

∫

Rs

f0(x1, ξ)Q(dξ)

∣

∣

∣

∣

(11.9)

der entscheidende Abstand der beiden Wahrscheinlichkeitsverteilungen ist. Dieser Ab-
stand ist aber i.a. schwer numerisch auszuwerten, daf0 mittels der Infimum-Funktion



Φ definiert ist. Für wichtige Klassen von Modellen ist es möglich, Abschätzungen des
Abstandes (11.9) mit einfacher auszuwertenden Metriken herzuleiten. Dazu wird das
Stetigkeits- und Wachstumsverhalten der in (11.4) auftretenden Integrandenf0(x1, ·) auf
einer MengeΞ untersucht, die die Träger der beiden Wahrscheinlichkeitsverteilungen
P undQ enthält. Anschließend wird eine MengeF von Funktionen bestimmt, die die-
sem Stetigkeits- und Wachstumsverhalten entspricht und jede der FunktionenC f0(x1, ·)
(x1 ∈ X̂1) mit einer geeignet gewählten positiven KonstanteC > 0 enthält. Dann gilt

d(P,Q) ≤
1

C
sup
f∈F

∣

∣

∣

∣

∫

Rs

f(ξ)P (dξ) −

∫

Rs

f(ξ)Q(dξ)

∣

∣

∣

∣

.

Für die beiden Fälle (i) linearer und (ii) gemischt-ganzzahliger linearer zweistufiger Pro-
gramme ergeben sich dabei folgende Funktionenmengen fürr ∈ {1, 2} und eine Menge
B polyedrischer Teilmengen vonΞ (vgl. [22, 24, 26]):

(i) Fr(Ξ) = {f : Ξ → R : f(ξ) − f(ξ̃) ≤ cr(ξ, ξ̃), ∀ξ, ξ̃ ∈ Ξ}.

(ii) Fr,B(Ξ) = {f1lB : f ∈ Fr(Ξ), |f(ξ)| ≤ max{1, |ξ|r}, ∀ξ ∈ Ξ, B ∈ B}.

Hierbei ist| · | eine Norm inR
s, 1lB die charakteristische Funktion der MengeB, d.h.,

1lB(ξ) = 1 für ξ ∈ B und 1lB(ξ) = 0 für ξ ∈ Ξ \B, und

cr(ξ, ξ̃) := max{1, |ξ|r−1, |ξ̃|r−1}|ξ − ξ̃| (ξ, ξ̃ ∈ Ξ).

Man wähltr = 1, wennξ entweder in der Zielfunktion oder in der rechten Seite von
Restriktionen auftritt. Trittξ in Zielfunktionundrechten Seiten auf, so setzt manr = 2.
Die FunktionenmengeFr,B(Ξ) ist relevant für die Stabilität eines gemischt-ganzzahligen
linearen stochastischen Programms, falls die Integrandenf0(x1, · ) Unstetigkeiten auf
den Rändern von Mengen ausB besitzen, aber im Inneren dieser Mengen zuFr gehören.
Ein wichtiger Spezialfall für die KlasseB ist die Menge aller Rechtecke inRs

Brect = {I1 × I2 × · · · × Is : ∅ 6= Ij ist abgeschlossenes Intervall inR, j = 1, . . . , s} ,

die relevant für rein-ganzzahlige Optimierungsprobleme in der zweiten Stufe ist.
Im Fall (i) entstehen die sog.Fortet-Mourier Metrikender Ordnungr

ζr(P,Q) = sup
f∈Fr(Ξ)

∣

∣

∣

∣

∫

Ξ

f(ξ)P (dξ) −

∫

Ξ

f(ξ)Q(dξ)

∣

∣

∣

∣

(11.10)

und im Fall (ii) die verallgemeinerten Fortet-Mourier Metriken mit Ordnungr und Klasse
B

ζr,B(P,Q) = sup
f∈Fr(Ξ),B∈B

∣

∣

∣

∣

∫

B

f(ξ)P (dξ) −

∫

B

f(ξ)Q(dξ)

∣

∣

∣

∣

. (11.11)

Da eine Folge von Wahrscheinlichkeitsverteilungen bzgl. der Metrik ζr,B genau dann
konvergiert, wenn sie sowohl bzgl.ζr als auch bzgl. derB-Diskrepanz

αB(P,Q) := sup
B∈B

|P (B) −Q(B)|



konvergiert (vgl. [14]), kann man im Fall (ii) anstelle der schwierig zu handhabenden
Metrik (11.11) auch den gemischten Abstand

dλ,r,B(P,Q) = λαB(P,Q) + (1 − λ) ζr(P,Q) (11.12)

für einλ ∈ [0, 1] verwenden. SindP undQ diskrete Wahrscheinlichkeitsverteilungen, so
sind die Abstände (11.10) Optimalwerte linearer Optimierungsprobleme und lassen sich
mit Algorithmen zur linearen Optimierung berechnen. In Abschnitt 11.4 wird gezeigt,
wie in diesem Fall auch der Abstand (11.12) durch lineare Optimierung berechnet werden
kann.
Ist die MengeΞ beschränkt und abgeschlossen, so besitzen die Fortet-Mourier Me-
triken ζr eine duale Darstellung als Monge-Kantorovich Transport-Funktional. Solche
Transport-Funktionale haben allgemein die Form

µc(P,Q) := inf

{∫

Ξ×Ξ

c(ξ, ξ̃)η(dξ, dξ̃) : η ∈M(P,Q)

}

, (11.13)

wobeiM(P,Q) die Menge aller Wahrscheinlichkeitsverteilungen aufΞ × Ξ ist, deren
Marginalverteilungen aufΞ geradeP undQ sind, undc eine symmetrische und nichtne-
gative Kostenfunktion darstellt (vgl [21, 23]). Damitµc endlich ist, mussc bzgl.P und
Q integrierbar sein. Für die spezielle Wahl der Kostenfunktionc

c(ξ, ξ̃) := |ξ − ξ̃|r (∀ξ, ξ̃ ∈ Ξ)

mit r ∈ {1, 2} entsteht dabei dieLr-minimale Metrikℓr definiert durch

ℓr(P,Q)r = inf

{∫

Ξ×Ξ

|ξ − ξ̃|rη(dξ, dξ̃) : η ∈M(P,Q)

}

(11.14)

auf der MengePr(Ξ) aller Wahrscheinlichkeitsverteilungen mit endlichemr-ten Mo-
ment (vgl. [23, Chapter 2.6]). Eine Folge von Wahrscheinlichkeitsverteilungen konver-
giert bzgl. derLr-minimalen Metrikℓr genau dann, wenn sie bzgl. der Fortet-Mourier
Metrik ζr konvergiert. Ebenso wieζr ist daherℓr eine Wahrscheinlichkeits-Metrik, be-
züglich derer sich zweistufige lineare stochastische Programme stabil verhalten. IstΞ
beschränkt und abgeschlossen, so ist die duale Darstellung

ζr(P,Q) = inf

{∫

Ξ×Ξ

ĉr(ξ, ξ̃)η(dξ, dξ̃) : η ∈M(P,Q)

}

(11.15)

für alleP, Q ∈ Pr(Ξ) gültig. Dabei ist̂cr die sog.reduzierteKostenfunktion voncr und
durch

ĉr(ξ, ξ̃) := inf







n+1
∑

j=1

cr(zj−1, zj) : z0 = ξ, zn+1 = ξ̃, zj ∈ Ξ, n ∈ N







(11.16)

definiert. Die Funktion̂cr ist eine Metrik aufΞ und es giltĉr ≤ cr (vgl. [23, Chapter
4.1.3]). Im Fall von diskreten WahrscheinlichkeitsverteilungenP undQ sind Transport-
Funktionale Optimalwerte linearer Optimierungsprobleme.
Liegt ein lineares mehrstufiges stochastisches Optimierungsproblem vor (mit der zusätz-
lichen Restriktion (11.3)), so genügt es i.a. für die Stabilität nicht, Metriken für Wahr-
scheinlichkeitsverteilungen vom Typℓr oderζr zu betrachten (vgl. [12, 11]). Letzteres
ist nur möglich unter weiteren Voraussetzungen an die WahrscheinlichkeitsverteilungP
und die ApproximationenQ (vgl. [18]).



11.3 Lineare stochastische Optimierungsprobleme

11.3.1 Szenarioreduktion für zweistufige Modelle

Die Idee der Szenarioreduktion beruht auf der Verwendung von Metriken für Wahr-
scheinlichkeitsverteilungen bzgl. derer sich die stochastischen Optimierungsprobleme
sich stabil verhalten (vgl. Abschnitt 11.2). In der Arbeit [10] wurden die Methodik und
Algorithmen zur Szenarioreduktion aus [4, 8] unter direkter Verwendung von Fortet-
Mourier Metriken (vgl. (11.10)) weiterentwickelt. Dies wird im Folgenden beschrieben.
Die Methodik beruht auf dem Prinzip der optimalen Szenarioreduktion bzgl. einer Metrik
d für Wahrscheinlichkeitsverteilungen, die mittels eines Monge-Kantorovich Transport-
problems gegeben ist. Es seiP eine diskrete Wahrscheinlichkeitsverteilung mit Szenarien
ξi und Wahrscheinlichkeitenpi für i ∈ {1, . . . , N}. Weiter seiQJ eine Wahrscheinlich-
keitsverteilung, deren Trägersupp(QJ ) nur die folgende Teilmenge der Szenarien von
P umfasst:

supp(QJ ) =
{

ξi | i ∈ {1, . . . , N} \ J
}

und J ⊂ {1, . . . , N}.

Die Wahrscheinlichkeiten vonQJ werden mitqi (i 6∈ J) bezeichnet. Motiviert durch die
Stabilitätsresultate in Abschnitt 11.2 besteht das Ziel nun darin, die Wahrscheinlichkeits-
verteilungQJ so zu bestimmen, dass die Abständeζr(P,QJ ) bzw.ℓr(P,QJ ) möglichst
klein werden.
Dies bedeutet, dass, bei fixiertemn ∈ N mit n < N , die IndexmengeJ und die Wahr-
scheinlichkeitenqi, i = 1, . . . , n, als Lösung des Minimumproblems

min







d(P,QJ ) :J ⊂ {1, . . . , N}, #J = N − n, qi ≥ 0, i 6∈ J,
∑

i6∈J

qi = 1







(11.17)

mit d = ζr bzw.d = ℓr bestimmt werden (optimale Szenarioreduktion).
Das Minimumproblem (11.17) läßt sich durch

min
J







min
q







d(P,QJ ) : qi ≥ 0, i 6∈ J,
∑

i6∈J

qi = 1







:J ⊂ {1, . . . , N}, #J = N − n







in ein inneres Optimierungsproblem zur Bestimmung vonqi, i 6∈ J , und ein äußeres
Minimierungsproblem für die IndexmengeJ aufspalten. Bei der inneren Minimierung
ergibt sich das vonJ abhängige InfimumDJ durch

DJ := min







d(P,QJ ) : qi ≥ 0, i 6∈ J,
∑

i6∈J

qi = 1







. (11.18)

Besitzt die Metrikd eine Darstellung als Transport-Funktional, so läßt sich das innere
Optimierungsproblem (11.18) explizit lösen (vgl. [4, Theorem 2]). Für die Metrikd = ℓr
ergibt sich

DJ =min







ℓr(P,QJ ) : qi ≥ 0, i 6∈ J,
∑

i6∈J

qi = 1







=





∑

j∈J

pj min
i6∈J

|ξi − ξj |r





1
r

. (11.19)



Darüber hinaus wird das Minimum in (11.19) durch die Wahrscheinlichkeitsverteilung
Q∗

J mit

q∗i = pi +
∑

j∈J

i(j)=i

pj und i(j) ∈ argmin
i6∈J

|ξi − ξj |r, i 6∈ J (11.20)

realisiert. Im Falld = ζr gilt analog (vgl. [10])

DJ = min







ζr(P,QJ ) : qi ≥ 0, i 6∈ J,
∑

i6∈J

qi = 1







=
∑

j∈J

pj min
i6∈J

ĉr(ξ
i, ξj). (11.21)

Das Minimum wird durch die WahrscheinlichkeitsverteilungQ∗
J mit

q∗i = pi +
∑

j∈J

i(j)=i

pj und i(j) ∈ argmin
i6∈J

ĉr(ξ
i, ξj), i /∈ J, (11.22)

realisiert, wobei die reduzierten Kostenĉr sich aus der gegenüber (11.16) vereinfachten
Formel

ĉr(ξ
i, ξj) := min

{

n−1
∑

k=1

cr(ξ
lk , ξlk+1) : n ∈ N, lk ∈ {1, . . . , N}, l1 = i, ln = j

}

.

berechnen. Die Berechnung vonĉr kann durch Anwendung eines einfachenDijkstra-
Algorithmuserfolgen (vgl. hierzu auch [19, 7]).
Die Formeln (11.20) und (11.22) liefern in beiden Fällen eine Vorschrift zuroptimalen
Neuverteilung. Diese besteht darin, die Wahrscheinlichkeit eines gestrichenen Szenari-
os zu der Wahrscheinlichkeit eines (bzgl. der Abstände| · |r bzw. ĉr) nächstgelegenen
Szenarios zu addieren.
Mit Hilfe des FunktionalsDJ kann das Problem (11.17) der optimalen Szenarioreduktion
nun in der Form

min {DJ : J ⊂ {1, ..., N}, #J = N − n} (11.23)

geschrieben werden. Das FunktionalDJ wird dabei je nach Metrikℓr bzw.ζr mit Hilfe
der Formeln (11.19) bzw. (11.21) berechnet. Die Optimierungsaufgabe besteht in der
Bestimmung einer IndexmengeJ mit vorgeschriebener Kardinalität1 ≤ N−n = #J <
N und minimalen KostenDJ . Solche kombinatorischen Optimierungsprobleme sind im
AllgemeinenNP-schwer. Das Problem (11.23) stellt insbesondere ein sog.n-median-
Problem dar (vgl. [28, Chapter 25]).
Aufgrund ihrer hohen Komplexität können kombinatorische Probleme dieser Art nur sel-
ten exakt gelöst werden (vgl. [1]) und man greift in der Regelauf Näherungsalgorithmen
zurück. Speziell für das Problem der optimalen Szenarioreduktion wurden in [4] und [8]
zwei heuristische Algorithmen zur näherungsweisen Lösungvon (11.23) vorgeschlagen,
der Vorwärts- und Rückwärtsalgorithmus.

Heuristische Algorithmen

Zum Zweck der einfacheren Darstellung definieren wir

cij :=

{

ĉr(ξ
i, ξj), falls d = ζr,

|ξi − ξj |r, falls d = ℓr.



Die Basis für den Vorwärtsalgorithmus der Szenarioreduktion bildet die einfache Gestalt
des Problems im Spezialfalln = 1. Es läßt sich kurz in der Form

min
u∈{1,...,N}

N
∑

j=1
j 6=u

pjcuj

darstellen. Wird das Minimum inu∗ angenommen, erhält man mitJ = {1, . . . , N} \
{u∗} eine Lösung von (11.23) im Falln = 1. Damit ist das erste Element des Trägers von
QJ gefunden. Unter Verwendung der additiven Gestalt vonDJ in (11.19) bzw. (11.21)
bestimmt man bei fixiertem ersten Element analog das zweite Element des Trägers von
QJ und setzt diesen Prozess bis#J = N −n fort. Dies führt zu folgender Heuristik zur
approximativen Lösung von (11.23) für beliebigesn.

Algorithmus 11.1. (Vorwärtsalgorithmus Szenarioreduktion)

Step 0: J [0] := {1, . . . , N}.

Step k: uk ∈ arg min
u∈J [k−1]

∑

j∈J [k−1]\{u}

pj min
i6∈J [k−1]\{u}

cij ,

J [k] := J [k−1] \ {uk} .

Step n+1: Optimale Neuverteilung mitJ := J [n].

Der Algorithmus kann in folgender Weise interpretiert werden. Der Szenarioindexuk im
Schrittk wird so gewählt, dass der Wert des FunktionalsDJ [k] minimiert wird, d.h.

DJ [k−1]\{uk} = min
u∈J [k−1]

DJ [k−1]\{u}.

Die Menge der verbleibenden Szenarien und damit der Träger der Wahrscheinlichkeits-
verteilungQJ ist am Ende durch die Indexmenge{u1, . . . , un} bestimmt.
Die Idee des Rückwärtsalgorithmus der Szenarioreduktion basiert auf dem zweiten Spe-
zialfall des Problems (11.23). Dieser entsteht fürn = N − 1 und besitzt die Form

min
l∈{1,...N}

pl min
i6=l

cil.

Wird das Minimum inl∗ angenommen, ergibt sichJ = {l∗} als eine Lösung von (11.23)
im Fall n = N − 1. Auch dieser Spezialfall läßt sich schrittweise zu einem heuristischen
Algorithmus zur approximativen Lösung von (11.23) für beliebigen fortsetzen.

Algorithmus 11.2. (Rückwärtsalgorithmus Szenarioreduktion)

Step 0: J [0] := ∅ .



Step k: lk ∈ arg min
l 6∈J [k−1]

∑

j∈J [k−1]∪{l}

pj min
i6∈J [k−1]∪{l}

cij ,

J [k] := J [k−1] ∪ {lk} .

Step N-n+1: Optimale Neuverteilung mitJ := J [N−n].

Die Interpretation des Algorithmus ist ähnlich wie zuvor. Der Szenarioindexlk im Schritt
k wird erneut so gewählt, dass der Wert des FunktionalsDJ [k] minimiert wird, d.h.

DJ [k−1]∪{lk} = min
l 6∈J [k−1]

DJ [k−1]∪{l}.

Die Menge der verbleibenden Szenarien nach Ablauf des Algorithmus und damit der
Träger des MaßesQJ ist hier durch die Indexmenge{1, . . . , N} \ {l1, . . . , lN−n} be-
stimmt.
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Abbildung 11.1: Ergebnis der Szenarioreduktion am Beispiel der zweidimensionalen Standardnormalvertei-
lung. Ausgehend von 10 000 simulierten Szenarien, wurde mitdem Vorwärtsalgorithmus ei-
ne Szenarioreduktion auf 20 Szenarien bzgl.ℓ2 durchgeführt. Dabei sind die Durchmesser
der Kreise für die verbleibenden 20 repräsentativen Szenarien proportional zu ihren neuen
Wahrscheinlichkeiten.

11.3.2 Anwendung: Szenariobaumkonstruktion für mehrstufige Modelle

Die vorgestellten Techniken zur Szenarioreduktion könnenals Grundlage für die Kon-
struktion von Szenariobäumen im Fall mehrstufiger stochastischer Optimierungsproble-



me genutzt werden. In diesem Fall modellieren die Szenarieneinen Prozess sukzes-
siver Beobachtungen und Entscheidungen und besitzen deshalb Baumstruktur. Diese
beschreibt den fortschreitenden Informationszuwachs bzw. die zunehmenden Entschei-
dungsvarianten innerhalb des Optimierungszeitraums.

Jedoch weisen Szenarien, welche aus historischen Daten oder durch Simulation aus ange-
passten Zeitreihen- oder Regressionsmodellen erhält, im Allgemeinen keine Baumstruk-
tur auf. Dies erfordert eine Methodik, die aus diesen Ausgangsszenarien einen geeigneten
Szenariobaumξtr generiert, der den stochastischen Prozessξ approximiert.

Im Folgenden bezeichnen wir den stochastischen Prozess, der aus den Ausgangsszena-
rien ξi = (ξi

1, . . . , ξ
i
T ) mit den Wahrscheinlichkeitenpi, i = 1, . . . , N , besteht, mit

ξ̂. Um eine deterministische erste Stufe zu realisieren, sei zusätzlich die Bedingung
ξ11 = . . . = ξN

1 =: ξ1 erfüllt (siehe Abbildung 11.2 zur Veranschaulichung).
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Abbildung 11.2: Prozesŝξ mit Ausgangsszenarien fürT = 4 undN = 7

Ein naheliegendes Konzept zur Erzeugung der Baumstruktur besteht in der rekursiven
Anwendung der Szenarioreduktion unter Berücksichtigung variabler Zeitintervalle. Zieht
man dabei nacheinander Zeitintervalle der Form{1, . . . , t} für entweder wachsende oder
fallende Zeitparametert in Betracht, lassen sich erneut zwei Algorithmen ableiten,die je
nach Ausrichtung als Vorwärts- und Rückwärtsalgorithmus in [9] und später in [11] aus-
führlich diskutiert werden. Beide Vorgehensweisen ermöglichen die schrittweise Rekon-
struktion der implizit vorliegenden Informationsstruktur (vgl. [7]). Im Folgenden wird
der Vorwärtsalgorithmus vorgestellt.

Vorwärtsalgorithmus zur Baumkonstruktion

Die Strategie des Vorwärtsalgorithmus basiert auf einer rekursiven Szenarioreduktion
für wachsende Zeiträume{1, . . . , t} für t = 2, . . . , T . Das Resultat sind aufsteigende
Partitionen der IndexmengeI := {1, . . . , N}, die zum Zeitpunktt die Gestalt

Ct := {C1
t , . . . , C

kt

t } , kt ∈ N.



annehmen. Die Partitionsmengen erfüllen dabei für jedest die Partitionseigenschaft

Ck
t ∩ Ck′

t = ∅ , falls k 6= k′ , und
kt
⋃

k=1

Ck
t = I.

Die Elemente der PartitionCt werden mitunter auch Szenario-Cluster genannt. Der nun
folgende Algorithmus erlaubt die Konstruktion eines Szenariobaumprozessesξtr, des-
sen Gestalt über sog. Toleranzparameterεt, t = 2, . . . , T , innerhalb des Algorithmus
gesteuert werden kann.

1 2 3 4t t t t= = = =

1

2

3

4

5

6

7

8

9

Szenario C C CC 21 3 4 Szenario α2 α3 α4

1 2 1 1
2 2 1 2
3 2 4 4
4 2 4 4
5 6 5 5
6 6 5 6
7 6 7 7
8 6 9 9
9 6 9 9

Abbildung 11.3: Schematische Darstellung der Clusterung durch den Vorwärtsalgorithmus 11.3 bei der Szena-
riobaumkonstruktion (links) und Veranschaulichung der zugehörigen Zuordnungsabbildun-
genαt (rechts).

Algorithmus 11.3. (Vorwärtsalgorithmus Baumkonstruktion)

[Initialisierung ]
SetzeC1 = {I} undt := 2.

[Cluster-Berechnung]
Es seiCt−1 = {C1

t−1, . . . , C
kt−1

t−1 }. Führe für jede Szenarioteilmenge{ξi
t}i∈Ck

t−1
separat

für jedesk ∈ {1, . . . , kt−1} eine Szenarioreduktion durch (d.h. nur bezüglich dert-ten
Komponente). Definiere IndexmengenJk

t undIk
t der jeweils gestrichenen bzw. verblei-

benden Szenarien sowie partielle Zuordnungenikt : Jk
t → Ik

t , so dass

ikt (j) ∈ argmin
i∈Ik

t

|ξi
t − ξj

t |
r , j ∈ Jk

t ,

entsprechend der Szenarioreduktion (vgl. Abschnitt 11.3.1). Definiere eine Abbildung
αt : I → I, so dass

αt(j) =

{

ikt (j), j ∈ Jk
t für eink = 1, . . . , kt−1,

j, sonst.
(11.24)

Die Partition zum Zeitpunktt wird damit durch

Ct :=
{

α−1
t (i)

∣

∣ i ∈ Ik
t , k = 1, . . . , kt−1

}
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 t = 1  t = 2  t = 3  t = 5 t = 4  t = 5 t = 1  t = 2  t = 3  t = 4  t = 1  t = 2  t = 3  t = 4  t = 5

Abbildung 11.4: Illustration der schrittweisen Szenariobaumkonstruktion von Algorithmus 11.3 an einem Bei-
spiel beginnend mitN = 58 (individuellen) Szenarien undT = 5.

definiert, was einer Verfeinerung der PartitionCt−1 entspricht. Im Fallt < T führe eine
weitere Cluster-Berechnung mitt := t + 1 durch. Andernfalls gehe zur abschließenden
Baumgenerierung.

[Baumgenerierung]
Entsprechend der PartitionCT und der Abbildungen (11.24) definiere den Szenario-
baumprozessξtr über die Szenarien

ξk
tr =

(

ξ∗1 , ξ
α2(i)
2 , . . . , ξ

αt(i)
t , . . . , ξ

αT (i)
T

)

für ein i ∈ Ck
T ,

versehen mit den Wahrscheinlichkeitenqk :=
∑

i∈Ck
T

pi für k = 1, . . . , kT .

Für die Umsetzung der Cluster-Berechnung innerhalb des Algorithmus können beide Al-
gorithmen der Szenarioreduktion aus Abschnitt 11.3.1 herangezogen werden. Der Fehler
im Schrittt läßt sich durch

errt :=

kt−1
∑

k=1

∑

j∈Jk
t

pj min
i∈Ik

t

|ξi
t − ξj

t |
r

bestimmen. Analog zu [7, Theorem 6.4] kann damit der gesamteApproximationsfehler
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Abbildung 11.5: Last-Zufluss Szenariobaum mit 163 Szenarien über einem zweijährigen Zeithorizont

durch

ℓr(Pξ̂, Pξtr) ≤

(

T
∑

t=2

errt

)

1
r

abgeschätzt werden, wobeiPξ̂ undPξtr die Wahrscheinlichkeitsverteilungen vonξ̂ bzw.
ξtr bezeichnen. Die letzte Abschätzung erlaubt die Steuerung des Konstruktionsprozesses
durch die vorgegebenen Toleranzenεt für errt und jedest = 2, . . . , T .
Der Vorwärtsalgorithmus wurde im Rahmen verschiedener energiewirtschaftlicher Mo-
delle angewendet. Zum Beispiel wurden Last-Spotpreis Szenariobäume für einen jähr-
lichen Zeithorizont und Wind-Spotpreis Bäume für mehrere Monate und jeweils stünd-
licher Diskretisierung erzeugt. Abbildung 11.5 zeigt einen Last-Zufluss Szenariobaum
für einen zweijährigen Zeithorizont mit drei täglichen Diskretisierungspunkten, bei dem
der Vorwärtsalgorithmus ausgehend vonN = 456 gleichwahrscheinlichen Szenarien
bei T = 2 184 Diskretisierungspunkten und nur wöchentlich erlaubten Verzweigungen
einen Baum mitkT = 163 Szenarien erzeugt hat. Dabei wurden die Toleranzenεt linear
monoton fallend bzgl.t gewählt.

11.4 Gemischt-ganzzahlige zweistufige stochastische Programme

11.4.1 Optimale Neuverteilung

In diesem Abschnitt entwickeln wir einen Ansatz zur Lösung des Problems der optimalen
Szenarioreduktion (11.17) für den Abstandd = dλ,2,Brect (vgl. (11.12)) gegeben durch

dλ,2,Brect(P,Q) := λαBrect(P,Q) + (1 − λ)ζ2(P,Q). (11.25)



Hierbei istζ2 die Fortet-Mourier Metrik (11.10) fürr = 2 undαBrect die Rechtecksdis-
krepanz

αBrect(P,Q) = sup
B∈Brect

|P (B) −Q(B)|.

Im Folgenden benutzen wir der Einfachheit halber die Schreibweisedλ = dλ,2,Brect . Die
in Abschnitt 11.3.1 vorgestellten Verfahren beruhen auf der wiederholten Evaluation des
Wertes

DJ := min

{

dλ(P,QJ ) : qi ≥ 0, i /∈ J,
∑

i/∈J

qi = 1

}

für verschiedene MengenJ ⊂ {1, . . . , N}. Im Gegensatz zu den in Abschnitt 11.3.1
betrachteten Fällen, gibt es für den Falld = dλ keine explizite, leicht auszuwertende
Darstellung vonDJ . Im Folgenden zeigen wir, wie eine numerische Evaluation vonDJ

und damit eine Lösung des Szenarioreduktionsproblems fürd = dλ möglich ist. Ohne
Beschränkung der Allgemeinheit nehmen wir an, dassJ = {n + 1, . . . , N}, d.h. der
Träger des MaßesQJ ist die Menge{ξ1, . . . , ξn}.
Wegen der Definition vondλ hatDJ die Form

DJ = min







λαBrect(P,QJ ) + (1 − λ) ζ2(P,QJ ) : qi ≥ 0, i /∈ J,
∑

j /∈J

qj = 1







(11.26)

Im Folgenden zeigen wir, wie das durch (11.26) gegebene Minimierungsproblem als li-
neares Pogramm geschrieben werden kann. Zunächst scheint der TermαBrect(P,QJ )
nicht direkt zugänglich. Da die Träger der MaßeP undQJ jedoch in der endlichen
Menge{ξ1, . . . , ξN} enthalten sind, können wir für jedes RechteckB ∈ Brect die dazu-
gehörige IndexmengeI(B) durch

I(B) :=
{

i ∈ {1, . . . , N} : ξi ∈ B
}

definieren und erhalten

|P (B) −QJ(B)| =

∣

∣

∣

∣

∣

∣

∑

i∈I(B)

pi −
∑

j∈I(B)∩{1,...,n}

qj

∣

∣

∣

∣

∣

∣

. (11.27)

Definieren wir nun dasSystem der IndexmengenIBrect durch

IBrect := {I(B) : B ∈ Brect},

so kann die Diskrepanz zwischenP undQJ wie folgt geschrieben werden:

αBrect(P,QJ)= max
I∈IB

∣

∣

∣

∣

∣

∣

∑

i∈I

pi −
∑

j∈I∩{1,...,n}

qj

∣

∣

∣

∣

∣

∣

(11.28)

= min

{

tα

∣

∣

∣

∣

−
∑

j∈I∩{1,...,n} qj ≤ tα −
∑

i∈I pi, I ∈ IBrect
∑

j∈I∩{1,...,n} qj ≤ tα +
∑

i∈I pi, I ∈ IBrect

}

. (11.29)



Insbesondere besteht das SystemIBrect aus nur endlich vielen Indexmengen. Aus der
Darstellung (11.29) folgt, dass die Bestimmung vonαBrect(P,QJ ) (für festesq) ein li-
neares Optimierungsproblem ist. Ebenso ist die Minimierung der Diskrepanz über dem
Standard-Simplex

S :=

{

q ∈ R
n : qi ≥ 0, i = 1, . . . , n,

n
∑

i=1

qi = 1

}

ein lineares Programm (intα undq).
Allerdings kann die MengeIBrect sehr groß sein und bis zu2N Elemente beinhalten. Die
entsprechende Anzahl von Nebenbedingungen kann daher einenumerische Lösung von
(11.29) sehr schwierig machen. Betrachtet man allerdings die Ungleichungen in (11.29)
genauer, so stellt man fest, dass für charakteristische Indexmengen, deren Durchschnitte
mit der Menge{1, . . . , n} übereinstimmen, die linken Seiten der Ungleichungen iden-
tisch sind. Daher genügt es, nur jeweils diejenige Ungleichung mit der kleinsten rechten
Seite zu berücksichtigen, die es zu einer bestimmten linkenSeite gibt. Um dies zu for-
malisieren, betrachten wir das folgendereduzierte System der Indexmengen

I∗
Brect

:= {I(B) ∩ {1, . . . , n} : B ∈ Brect}.

Jede MengeI∗ ∈ I∗
Brect

entspricht einer linken Seite einer Ungleichung in (11.29). Die
entsprechenden kleinsten rechten Seiten der Ungleichungen ergeben sich aus den folgen-
den Größen:

γI∗

:= max

{

∑

i∈I

pi | I ∈ IBrect , I ∩ {1, . . . , n} = I∗

}

γI∗ := min

{

∑

i∈I

pi | I ∈ IBrect , I ∩ {1, . . . , n} = I∗

}

Das Optimierungsproblem (11.29) hat damit die folgende Form:

αBrect(P,QJ ) = min

{

tα

∣

∣

∣

∣

−
∑

j∈I∗ qj ≤ tα − γI∗

, I∗ ∈ I∗
Brect

∑

j∈I∗ qj ≤ tα + γI∗ , I∗ ∈ I∗
Brect

}

. (11.30)

Da die Anzahl der Elemente inI∗
Brect

höchstens2n ist, kann der Übergang von (11.29)
nach (11.30) tatsächlich die Anzahl von Nebenbedingungen deutlich reduzieren. Ande-
rerseits müssen nun das SystemI∗

Brect
und die KoeffizientenγI∗

undγI∗ für I∗ ∈ I∗
Brect

bestimmt werden können. Dies erfolgt im nächsten Abschnitt.
Der WertDJ ist dann der Optimalwert eines linearen Optimierungsproblems:

DJ = min











































λ tα + (1 − λ)tζ

∣

∣

∣

∣

∣

∣

∣

∣

∣

∣

∣

∣

∣

∣

∣

tα, tζ ≥ 0, qi ≥ 0,
∑n

i=1 qi = 1,
ηi,j ≥ 0, i = 1, . . . , N, j = 1, . . . , n,

tζ ≥
∑

i=1,...,N

j=1,...,n

ĉi,j2 ηi,j ,
∑n

j=1 ηi,j = pi, i = 1, . . . , N,
∑N

i=1 ηi,j = qj , j = 1, . . . , n,

−
∑

j∈I∗ qj ≤ tα − γI∗

, I∗ ∈ I∗
Brect

∑

j∈I∗ qj ≤ tα + γI∗ , I∗ ∈ I∗
Brect










































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11.4.2 Bestimmung der Koeffizienten

In diesem Abschnitt zeigen wir, wie das SystemI∗
Brect

und die KoeffizientenγI∗

, γI∗ für
I∗ ∈ I∗

Brect
, deren Kenntnis für die Lösung von (11.31) notwendig ist, bestimmt werden

können.
In [13] wurde gezeigt, dass es genügt, dazu eine bestimmte Menge vonstützendenRecht-
ecken zu untersuchen. Ein Rechteck ist stützend, wenn jede seiner Seitenflächen in ihrem
relativen Inneren einen Punkt aus{ξ1, . . . , ξn} enthält, siehe auch Abbildung 11.6. Um
dies zu formalisieren, betrachten wir die folgenden Mengen:

Rj :=
{

ξi
j , i = 1, . . . , n

}

∪ {−∞,+∞} , j = 1, . . . , s.

Zu jedembj ∈ Rj finden wir einen Indexij ∈ {1, . . . , n,−∞,+∞}, so dassξ
i
j

j = bj
falls |bj | <∞, undij = bj sonst.

Definition 11.4.Ein RechteckB = ×s
j=1[bj , b̄j] ∈ Brect heißtstützend, wenn die fol-

genden Bedingungen erfüllt sind:

(i) Es gilt bj , b̄j ∈ Rj für j = 1, . . . , s.

(ii) Es seienij , īj die Indizes zubj , b̄j ∈ Rj . Dann gilt für allej, l ∈ {1, . . . , s} , j 6= l

bj < ξ
il

j < b̄j falls il 6= ±∞,

bj < ξ īl

j < b̄j falls īl 6= ±∞.

Die Menge aller stützenden Rechtecke bezeichnen wir mitP .

Abbildung 11.6: Nicht stützendes Rechteck (links) und stützendes Rechteck(rechts). Die Punkte stehen für
die verbleibenden Szenarienξ1, . . . , ξn.

Wir beschreiben jetzt, wieI∗
Brect

undγI∗

, γI∗ mit Hilfe des SystemsP bestimmt werden
können. Entsprechend den Propositionen 1 und 2 sowie Korollar 1 in [13] gelten die
folgenden Darstellungen:

I∗
Brect

=
⋃

B∈P

{

I∗ ⊆ {1, . . . , n} : ∪j∈I∗{ξj} = {ξ1, . . . , ξn} ∩ int B
}



und für jede reduzierte IndexmengeI∗ ∈ I∗
Brect

überdies

γI∗

=max
{

P(int B) : B ∈ P , ∪j∈I∗{ξj} = {ξ1, . . . , ξn} ∩ int B
}

,

γI∗ =
∑

i∈I

pi mit I := {i ∈ {1, . . . , N} : min
j∈I∗

ξj
l ≤ ξi

l ≤ max
j∈I∗

ξj
l , l = 1, . . . , s}.

Dies zeigt, dass man das SystemI∗
Brect

bestimmen kann, indem man nacheinander alle
stützenden RechteckeB ∈ P untersucht; der Durchschnitt{ξ1, . . . , ξn} ∩ int B ergibt
jeweils eine MengeI∗ ∈ I∗

Brect
. Der WertγI∗

ist dabei die maximale Wahrscheinlichkeit
einer solchen MengeB dieJ erzeugt.
Da es

(

n+2
2

)s
viele Rechtecke mit Eigenschaft(i) von Definition 11.4 gibt, scheint es

nicht vorteilhaft, diese alle auf Eigenschaft(ii) zu überprüfen. Statt dessen konstruieren
wir für l = 1, . . . , s, rekursivl-dimensionale Rechtecke mit Eigenschaft(i), wobei wir
in jedem Schritt Eigenschaft(ii) von Definition 11.4 überprüfen. Die geschieht in der
(rekursiv definierten) FunktionIterate des Algorithmus 11.5.
Numerische Resultate zeigen, dass die Laufzeit von Algorithmus 11.5 zum größten Teil
durch die Berechnung der Parameter bestimmt wird, wogegen das Lösen des linearen
Optimierungsproblems selbst kaum ins Gewicht fällt. Weiter hängt die Laufzeit etwa
linear vonN ab, und vonn und s durch die Beziehung

(

n+1
2

)s
. Während damit eine

große Anzahl von Eingangsszenarien kein Problem für den Algorithmus darstellt, sind
bei beschränkter Laufzeit nur moderate Werte vonn unds realistisch.

11.4.3 Bestimmen optimaler Szenarien

Da nun ein Verfahren zur Berechnung vonDJ zur Verfügung steht, lassen sich prinzipiell
die in Abschnitt 11.3.1 vorgestellten heuristischen Vorwärts- und Rückwärtsalgorithmen
verwenden, um eine möglichst gute IndexmengeJ zu ermitteln. Dazu wird der entspre-
chendeDJ Term imk-ten Schritt minimiert, d.h. für den Vorwärtsalgorithmus wird uk

bestimmt durchuk ∈ argminu∈J [k−1] DJ [k−1]\{u}, für den Rückwärtsalgorithmuslk
durchlk ∈ argminl/∈J [k−1] DJ [k−1]∪{l}.
Da im Fall d = dλ die Auswertung des FunktionalsDJ jedoch numerisch aufwändi-
ger ist, erhöhen sich die Rechenzeiten deutlich. Da insbesondere der Aufwand für eine
Lösung des inneren Problems sich annähernd wie

(

n+1
2

)s
verhält, ist der Rückwärtsal-

gorithmus für größere Werte vonN nicht geeignet. Daher erscheint es notwendig, Heu-
ristiken für das kombinatorische Optimierungsproblem zu entwickeln, die nur wenige
Berechnungen vonDJ verlangen. Eine solche Heuristik kann beispielsweise auf Quasi-
Monte Carlo Methoden (vgl. [20]) beruhen. Quasi-Monte Carlo Methoden liefern Folgen
von (gleichgewichteten) Punkten, die die Gleichverteilung auf dem Einheitswürfel[0, 1]s

approximieren. A priori ist nicht klar, wie diese zur Approximation vonbeliebigenVer-
teilungen inR

s verwendet werden können. Allerdings ist dies möglich, wenndas Maß
P eine Dichte besitzt und dies Komponenten der Zufallsvariablenstatistisch unabhän-
gig sind. Dann lassen sich die aus Quasi-Monte Carlo gewonnenenPunkte mittels der
inversen Verteilungsfunktionen der Marginalverteilungen geeignet transformieren, vgl.
[16]. In dem in diesem Kapitel betrachteten FalldiskreterVerteilungen ergäbe der so
transformierte Punkt nicht unbedingt einen Punkt des Trägers {ξ1, . . . , ξN} des Maßes
P . Daher suchen wir also einen solchen Punktξi, i ∈ {1, . . . , N}, der möglichst nahe
liegt. Dies ist formalisiert durch Algorithmus 11.6. Abbildung 11.7 zeigt das Ergebnis



Algorithmus 11.5. (Berechnung vonDJ / Optimale Neuverteilung bezüglichdλ)

0. SetzeI∗
Brect

= {∅}, γI∗

= 0 für alle I∗ ⊆ {1, . . . , n}.
1. SetzeI∗ = {1, . . . , n} und Ī = {1, . . . , N}.
2. Rufe FunktionIterate(0, 0, 0, I∗, Ī) auf.
3. Löse das lineare Programm (11.31).

—————————————————————————————–
FunktionIterate(l, (ij)

l
j=1, (̄ij)

l
j=1, I

∗, Ī):
Fallsl = s:

Rufe FunktionUpdateData((ij)
l
j=1, (̄ij)

l
j=1, J, Ī) auf.

Funktionsende.
Setzel = l + 1.
Für il = 1, . . . , n + 1 und īl = 1, . . . , n + 1:

Falls Bedingung(ii) für alle j ∈ {1, . . . , l − 1}, i = l,
undi ∈ {1, . . . , l − 1}, j = l erfüllt ist:

Setze bl =

(

ξ
il

l falls il ∈ {1, . . . , n} ,

−∞ falls il = n + 1,
b̄l =

(

ξ
īl

l falls īl ∈ {1, . . . , n} ,

+∞ falls īl = n + 1.

SetzeĪ = Ī ∩ {i ∈ {1, . . . , N} : bl < ξi
l < b̄l)}.

Falls Ī 6= ∅:
SetzeI∗ = I∗ ∩ Ī .
Rufe FunktionIterate(l, (ij)

l
j=1, (̄ij)

l
j=1, I

∗, Ī) auf.
Funktionsende.

—————————————————————————————–
FunktionUpdateData((ij)

s
j=1, (̄ij)

s
j=1, I

∗, Ī):
FallsI∗ /∈ I∗

Brect
:

SetzeI∗
Brect

= I∗
Brect

∪ {I∗}.

SetzeγI∗ =
P

i∈I
pi mit I = {i ∈ Ī : minj∈J ξj

l ≤ ξi
l ≤ maxj∈J ξj

l , für l =
1, . . . , s}.

SetzeγI∗

= max{γI∗

,
P

i∈Ī
pi}.

Funktionsende.

einer solchen auf Quasi-Monte Carlo basierten Heuristik. Die linke Seite von Abbildung
11.8 zeigt die Diskrepanzen zwischenn = 1, . . . , 50 Quasi-Monte Carlo Punkten und
den1 000 gleichverteilten Punkten sowie die benötigte Zeit von Algorithmus 11.6. Die
rechte Seite von Abbildung 11.8 zeigt die aus dem Vorwärtsalgorithmus resultierenden
AbständeαBrect undζ2 für verschiedene Werte vonλ ∈ [0, 1], dabei wurdenn = 10 aus
N = 100 Punkten einer Gleichverteilung auf[0, 1]2 ausgewählt.

11.5 Zusammenfassung

Nach einer Einführung in zwei- und mehrstufige stochastische Optimierungsprobleme
mit energiewirtschaftlichem Hintergrund wird das Verhalten der optimalen Verluste (bzw.
Gewinne) und der Menge der optimalen Erststufenentscheidungen bei Approximation
der zugrunde liegenden Wahrscheinlichkeitsverteilung diskutiert. Es werden Abstände
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Abbildung 11.7: N = 1000 Punkte, simuliert von einer Gleichverteilung auf[0, 1]2. Dann wurden die ersten
n = 25 Punkte derHalton-Folgezu den Basen2 und3 berechnet und mittels Algorithmus
11.6 transformiert. Die Wahrscheinlichkeiten dern Punkte wurde bezüglich des Abstandes
dλ optimiert, einmal mitλ = 1 (graue Kreise), und einmal mitλ = 0.9 (schwarze Kreise).
Dabei sind die Durchmesser der Kreise proportional zu den entsprechenden Wahrscheinlich-
keiten.

Algorithmus 11.6. (Transformation einer gleichverteilten Folge von Punkten)

Bestimme die inversen VerteilungsfunktionenF−1

j (t) für j = 1, . . . , s, gegeben
durch

F−1

j (t) := inf{z ∈ R|
P

i:ξi
j
≤t

pi ≥ t} für t ∈ [0, 1].

Bestimmen Quasi-Monte Carlo Punktezk = (zk
1 , . . . , zk

s ), k = 1, . . . , n.
SetzeJ := {1, . . . , N}.
Fürk = 1, . . . , n:

Setzeyk :=
`

F−1

1
(zk

1 ), . . . , F−1

s (zk
s )

´

.
Setzeuk ∈ arg minu∈{1,...,N} ‖ξ

u − yk‖.
SetzeJ = J \ uk.

von Wahrscheinlichkeitsverteilungen identifiziert bzgl.derer sich die stochastischen Op-
timierungsprobleme stabil verhalten.
Für solche metrischen Abständedwurde in (11.17) das Problem der optimalen Szenario-
reduktion formuliert. Dieses besteht darin, eine Wahrscheinlichkeitsverteilung mit einer
großen AnzahlN von Szenarien durch eine Verteilung mit einer kleineren Anzahln bzgl.
d bestmöglich zu approximieren. Dieses Problem läßt sich fürdie Fälle, dassd durch
ein Transport-Funktionals gegeben ist, auf ein rein kombinatorisches Optimierungspro-
blem vomn-median Typ (vgl. (11.23)) reduzieren. Für letztere wurdenHeuristiken zur
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Abbildung 11.8: Linke Seite: Abstanddλ (λ = 1) zwischen gleichgewichteten QMC-Punkten (gestrichelt)
und QMC-Punkten, deren Wahrscheinlichkeiten mit Algorithmus 11.5 optimiert wurden (Li-
nie), sowie Laufzeit in Sekunden von Algorithmus 11.5. Rechte Seite: AbständeαBrect

und ζ2 (gestrichelt), resultierend aus dem Vorwärtsalgorithmusfür verschiedene Werte von
λ ∈ [0, 1].

näherungsweisen Lösung vorgeschlagen (Algorithmen 11.1 und 11.2). Für zweistufige
Modelle kann fürd die Fortet-Mourier Metrikζr verwendet werden. Für mehrstufige
Modelle ist es möglich, die Technik zur Szenarioreduktion sukzessive in jeder Stufe ein-
zusetzen und auf diesem Weg Szenariobäume zu erzeugen (Algorithmus 11.3).
Für gemischt-ganzzahlige zweistufige Optimierungsmodelle wird eine Konvexkombina-
tion der sog. Rechtecks-Diskrepanzαrect und einer Fortet-Mourier Metrik als geeigne-
tes Abstandsmaß zur optimalen Szenarioreduktion vorgeschlagen. Es wird gezeigt, wie
dieses Problem mittels linearer Optimierung gelöst werdenkann (vgl. (11.31)). Da der
numerische Aufwand in diesem Fall deutlich größer ist, ist der zugehörige Algorithmus
11.5 nur für moderat große Werte vonn und der Dimensions des Zufallsvektorsξ ein-
setzbar. Zur Aufwandsreduktion wird eine Heuristik zur Lösung des kombinatorischen
Optimierungsproblems verwendet. Numerische Beispiele illustrieren die in diesem Ka-
pitel diskutierten Algorithmen.
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